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摘要  随着信息技术的迅速发展, 各行各业积累的数据都呈现出爆炸式增长趋势, 我们已经进入

大数据时代. 大数据在很多领域都具有广阔的应用前景, 已经成为国家重要的战略资源, 对大数

据的存储、管理和分析也已经成为学术界和工业界高度关注的热点. 收集、存储、传输、处理大

数据的目的是为了利用大数据, 而要有效地利用大数据, 机器学习技术必不可少. 因此, 大数据

机器学习(简称大数据学习)是大数据研究的关键内容之一. 哈希学习通过将数据表示成二进制码

的形式, 不仅能显著减少数据的存储和通信开销, 还能降低数据维度, 从而显著提高大数据学习

系统的效率. 因此, 哈希学习近年来成为大数据学习中的一个研究热点. 本文对这方面的工作进

行介绍. 
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随着近年来互联网、云计算、物联网、社交媒体

以及其他信息技术的迅速发展 , 各行各业积累的数

据都呈现出爆炸式增长趋势. 例如, 欧洲粒子物理研

究所(CERN)的大型强子对撞机每秒产生的数据高达

40 TB(1 TB=1024 GB), Facebook每天处理的数据超

过 500 TB, 阿里巴巴拥有的数据量超过 100 PB    

(1 PB=1024 TB), 新浪微博用户数超过5亿, 每天产

生的微博数超过1亿条. 中国移动研究院的一份简报

中称, 2011年人类创造的数据达到180亿吉字节(GB), 

而且每年还在以高于60%的速度增长 , 预计到2020

年, 全球每年产生的数据将达到350万亿吉字节(GB). 

大数据在科学、金融、气象、医疗、环保、教育、军

事、交通等领域都具有非常广阔的应用前景 [1,2]. 例

如, 在科学领域, 包括天文、生物、物理、化学、信

息等在内的各个领域的科学发现已经从实验型科学

发现、理论型科学发现、计算型科学发现发展到第四

范式 , 即基于大数据的数据密集型科学发现 [3,4]. 因

此可以说, 大数据已经成为国家重要的战略资源, 对

大数据的存储、管理和分析也已经成为学术界和工业

界高度关注的热点[1,2].  

收集、存储、传输、管理大数据的目的是为了利

用大数据, 而要有效地利用大数据, 机器学习技术[5]

必不可少. 事实上, 机器学习界一直在尝试对越来越

大的数据进行学习[6], 但今日的大数据已不仅仅是数

据量大, 同时还伴随着数据的多源、动态、价值稀疏

等特性, 因此为机器学习界提出了一些新的挑战. 近

年来, 大数据机器学习(或简称为大数据学习)受到了

广泛关注[7], 成为机器学习领域的研究热点之一, 新

成果不断涌现 . 例如Kleiner等人 [8]基于集成学习中

Bagging的思想提出了新型数据采样方法BLB, 用来

解决 Bootstrap在遇到大数据时的计算瓶颈问题 ; 

Shalev-Shwartz和Zhang[9]基于随机(在线)学习的思想

提出了梯度上升(下降)的改进方法, 用来实现大规模

模型的快速学习; Gonzalez等人[10]提出了基于多机集

群的分布式机器学习框架GraphLab, 用以实现基于

图的大规模机器学习 ; Gao等人 [11]提出了“单遍学
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习”(one-pass learning)的思想, 力图在学习中只扫描

一遍数据、且使用常数级存储来保存中间计算结果, 

在AUC优化这样的复杂学习任务上已取得很好的效

果. 此外还有很多新进展, 本文不再赘述.  

哈希学习(learning to hash)[12~22]通过机器学习机

制将数据映射成二进制串的形式 , 能显著减少数据

的存储和通信开销, 从而有效提高学习系统的效率. 

哈希学习的目的是学到数据的二进制哈希码表示 , 

使得哈希码尽可能地保持原空间中的近邻关系 , 即

保相似性. 具体来说, 每个数据点会被一个紧凑的二

进制串编码, 在原空间中相似的2个点应当被映射到

哈希码空间中相似的2个点 . 图1是哈希学习的示意

图, 以图像数据为例, 原始图像表示是某种经过特征

抽取后的高维实数向量 , 通过从数据中学习到的哈

希函数h变换后, 每幅图像被映射到一个8位(bit)的二

进制哈希码 , 原空间中相似的两幅图像将被映射到

相似(即海明距离较小)的2个哈希码, 而原空间中不

相似的两幅图像将被映射到不相似 (即海明距离较

大)的2个哈希码. 使用哈希码表示数据后, 所需要的

存储空间会被大幅减小. 举例来说, 如果原空间中每

个数据样本都被1个1024 B的向量表示, 1个包含1亿

个样本的数据集要占用100 GB的存储空间 . 相反 , 

如果把每个数据样本哈希到1个128位的哈希码 , 一

亿个样本的存储空间只需要1.6 GB. 单台机器(包括

配置很高的单台服务器)处理原始表示时, 需要不断

地进行外内存交换, 开销非常大. 但如果用哈希码表

示, 所有计算都可以在内存中完成, 单台普通的个人

电脑(PC)也能很快地完成计算 . 由于很多学习算法, 

比如k近邻(kNN)、支持向量机(SVM)等的本质是利用

数据的相似性 , 哈希学习的保相似性将在显著提高

学习速度的同时, 尽可能地保证精度. 另一方面, 因

为通过哈希学习得到的哈希码位数(维度)一般会比

原空间的维度要低 , 哈希学习也能降低数据维度, 

从而减轻维度灾难问题. 因此 , 哈希学习在大数据

学习中占有重要地位.  

需特别指出的是 , 数据库研究领域早已使用二

进制哈希码来表示数据 [23~25], 但他们使用的哈希函

数是人工设计或者随机生成的; 与之不同, 哈希学习

是希望从数据中自动地学习出哈希函数 . 从哈希技

术的角度来看, 前者被称为数据独立方法, 后者被称

为数据依赖方法. 有研究表明[17,18], 与数据独立方法

相比, 数据依赖方法(即哈希学习方法)只需用较短的 

 

图 1  (网络版彩色)哈希学习示意图  

Figure 1  (Color online)Illustration of learning to hash 

哈希编码位数就能取得理想的精度 , 从而进一步提

高检索和学习效率, 降低存储和通信开销.  

1  研究进展 

哈希学习由Salakhutdinov和Hinton[12,13]于2007年

推介到机器学习领域, 于近几年迅速发展成为机器学

习领域和大数据学习领域的一个研究热点 [14~22,26~37], 

并广泛应用于信息检索[38,39]、数据挖掘[40,41]、模式识

别[42,43]、多媒体信息处理[44,45]、计算机视觉[46,47]、推

荐系统[48]、以及社交网络分析[49,50]等领域. 值得一提

的是 , 国内学者在这方面也进行了有意义的探

索[32~37,43,45~47,50,51].  

由于从原空间中的特征表示直接学习得到二进

制的哈希编码是一个NP难问题 [14]. 现在很多的哈希

学习方法[14,17~20]都采用两步学习策略: 第一步, 先对

原空间的样本采用度量学习(metric learning)[52]进行

降维 , 得到1个低维空间的实数向量表示 ; 第二步 , 

对得到的实数向量进行量化(即离散化)得到二进制

哈希码. 现有的方法对第二步的处理大多很简单, 即

通过某个阈值函数将实数转换成二进制位 . 通常使

用的量化方法为1个阈值为0的符号函数 , 即如果向

量中某个元素大于0, 则该元素被量化为1, 否则如果

小于或等于0, 则该元素被量化为0. 例如, 假设样本

在原空间中的特征表示为1个5维实数向量(1.1, 2.3, 

1.5, 4, 3.2), 经过某种度量学习(通常把降维看成度量

学习的一种 )处理后得到1个三维的实数向量 (1.8, 

2.3, 0.6), 然后经过符号函数量化后, 得到的二进制

哈希码为(1, 0, 1). 一般来说, 度量学习阶段首先得

构建学习模型, 然后对模型的参数进行优化和学习. 

下面我们将从学习模型、参数优化和量化策略3方面
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进 展 

来介绍哈希学习的最新进展.  

根据学习模型(一般指度量学习阶段的模型)是

否利用样本的监督信息(例如类别标记等), 现有的哈

希学习模型可以分为非监督模型 [18~20]、半监督模

型[17,36,47]和监督模型[26,31,42]. 非监督模型又可以进一

步细分为基于图的模型 [19]和不基于图的模型 [18,20], 

监督模型又可以进一步细分为监督信息为类别标记

的模型 [26,42]和监督信息为三元组或者排序信息的模

型 [31]. 实际上 , 这每一个细分的类对应于机器学习

中一个比较大的子方向, 例如基于图的模型. 由此可

以看出, 现有的哈希学习模型虽然总数比较多, 但是

在各个子方向上还仅仅只是进行了初步的尝试 . 此

外, 度量学习是机器学习领域的研究热点之一, 而度

量学习方面的工作刚好可以用来实现哈希学习的第

一步, 因此目前很多哈希学习模型(包括非监督、半

监督和监督)只是直接利用或者简单改进已有度量学

习模型, 然后采用上述的符号函数进行量化, 得到哈

希编码. 经过一些摸索[20,22,29], 我们发现度量学习得

到的结果通常是在模型目标函数的限制下使得信息

损失最小, 因此得到的总是最优的结果; 而在将度量

学习应用到哈希学习中时 , 除了第一步的度量学习

可能造成信息损失外 , 第二步量化过程的信息损失

对性能的影响也非常大 , 有时候甚至超过第一步造

成的信息损失, 因此, 第一步度量学习得到的最优结

果并不能保证最终量化后的二进制编码为最优 . 目

前 , 很多哈希学习方法没有将量化过程中的信息损

失考虑到模型构建中去.  

现有的参数优化方法大概可以分为两类 . 第一

类是采用与传统度量学习的优化方法类似的策略 , 

对所有位对应的(实数)参数一次性全部优化[14,19]. 这

种策略带来的一个不利后果是没办法弥补量化过程

带来的信息损失 , 有可能导致的结果是随着哈希码

长度的增大, 精确度反而下降. 第二类是避免一次性

全部优化所有位对应的 (实数 )参数 , 而采用按位

(bitwise)优化策略 [17,22,36], 让优化过程能够自动地弥

补量化过程中损失的信息. 实验结果表明, 即使学习

模型的目标函数相同 , 采用按位优化策略能取得比

一次性全部优化所有参数的策略更好的性能 . 但按

位优化策略对模型目标函数有一定的要求和限制 , 

比如目标函数可以写成残差的形式 [22]. 目前 , 大部

分哈希学习方法还是采取一次性全部优化所有参数

的策略.  

哈希学习跟传统度量学习的一个很本质的区别

是需要量化成二进制码 . 现有的哈希学习方法大多

采用很简单的量化策略 , 即通过某个阈值函数将实

数转换成二进制位 . 最近出现一些专门研究量化策

略的工作[29,39,53], 并且发现量化策略也会影响哈希学

习方法的性能 , 至少跟第一步的度量学习阶段同等

重要. 我们在文献[29,39]中, 采用对度量学习阶段得

到的每一个实数维进行多位编码的量化策略 , 取得

了比传统的单位编码策略更好的效果. 一般来说, 度

量学习的结果中, 各维的方差(或信息量)通常各不相

等 [18,20]. 而现有的很多方法采用“度量学习+相同位

数编码”的策略 [14,19], 导致的结果是随着哈希码长度

的增大 , 精确度反而下降 . 一种更合理的量化策略

是, 采用更多的位数编码信息量更大的维. 目前, 有

部分工作在这方面进行了尝试 , 取得了不错的结

果[53].  

综上所述, 目前哈希学习的研究现状是: 已被广

泛关注并在某些应用领域取得了初步成效 , 但研究

才刚刚开始 , 有的学习场景和应用领域甚至还没有

研究者进行哈希学习的尝试 ; 问题本质和模型构建

有待于进一步深入思考 ; 模型参数的优化方法有待

于进一步探索; 量化阶段的重要性已经引起注意, 但

量化策略期待进一步突破.  

2  发展趋势 

目前大部分哈希学习研究的思路为 : 针对某个

机器学习场景(比如排序学习场景 [31])或者应用场景, 

只要以前没有人尝试过用哈希学习的思想来加速学

习过程, 就可以考虑把哈希学习用进去, 然后在一个

传统模型(这个传统模型不用哈希)解决不了的数据

或者应用规模上进行实验验证 . 从解决实际问题的

角度来讲, 这些工作虽然初步, 但还是很有研究价值

的 , 毕竟为大数据中传统模型不能解决的问题提供

了一种可行的解决思路 . 但从哈希学习本身的研究

来讲 , 目前大部分工作还没有从哈希学习问题的本

质上进行考虑 . 我们认为以后的工作可以从理论分

析、模型构建、参数优化、量化策略等几个方面进行

进一步探索.  

目前哈希学习理论分析方面的工作还很少 . 用

哈希码表示数据后, 数据相当于进行了有损压缩. 在

后续的处理中, 比如检索或者挖掘过程中, 基于哈希

码表示的数据得到的模型能在多大程度上逼近从原
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始数据得到的模型, 即精确度如何, 目前还没有相关

的理论分析. 另外, 针对一个具体问题或应用, 到底

需要多少位编码才能保证结果达到一定的精确度 , 

目前都是根据在验证集上的实验结果来进行选择 , 

是否存在一些理论上的指导也非常值得研究.  

针对哈希学习的量化过程会存在信息损失这一

本质特征 , 更好的策略是在度量学习的模型构建过

程中将量化过程中可能的信息损失考虑进去 . 但如

果把量化过程中可能的信息损失考虑到模型的构建

过程中 , 量化结果的离散性将使得模型构建变得异

常复杂. 因此, 如何构建考虑到量化过程信息损失的

有效哈希学习模型是哈希学习研究需要解决的又一

重要问题.  
在参数优化过程中 , 虽然按位优化策略能自动

地弥补量化过程中损失的信息 , 但目前大部分模型

的目标函数并不适合于这种优化方式 . 为其他模型

设计能弥补量化过程信息损失的优化策略 , 还需要

进行进一步的研究 . 另外 , 目前的监督模型中 [26,42], 

对监督信息的利用大多通过构建样本对之间的关系

来实现. 例如, 如果样本i和j属于同一类, 则Y(i, j)=1, 

否则Y(i, j)=0. 然后再基于Y矩阵来建模. 这种监督信

息利用方式的一个后果是 : 存储和计算开销都至少

是训练样本数的平方级 . 哈希学习研究近几年之所

以这么热, 正是因为它能够被用来处理大数据. 当存

在海量的训练数据 , 尤其是海量有监督信息的数据

时 , 模型的参数训练和优化过程非常慢或者甚至不

可行. 如何保证参数优化算法能快速地完成, 也是有

待解决的关键问题之一.  

虽然最近出现的量化策略 [29,39,53]已经取得了比

传统量化策略更好的性能 , 但还没有很好地跟保  

相似性或者监督信息结合起来. 因此, 研究更优的量

化策略 , 以更好地保持原始空间的相似性或者跟监

督信息尽可能保持一致 , 也是值得进一步探索的  

方向.  

3  总结与展望 

本文对大数据哈希学习的研究进展和发展趋势

进行了介绍. 可以看出，哈希学习虽然已被广泛关注

并在某些应用领域取得了初步成效 , 但研究才刚刚

开始，大部分学习场景和应用领域到目前为止还只出

现很少的哈希学习方法 , 有的场景和应用甚至还没

有研究者进行哈希学习的尝试. 例如, 推荐系统是个

很大的应用方向 , 但到目前为止这方面采用哈希学

习的工作还不多[48]. 因此，怎样将哈希学习的思想和

方法拓展到新的学习场景和应用领域 , 用来解决传

统方法在遇到大数据时不能解决的问题 , 将是非常

有意义的工作. 特别值得一提的是, 大数据学习中的

另一重要研究方向是基于多机集群的分布式机器学

习 [10], 而很多分布式机器学习的瓶颈在于节点间的

通信开销. 因此, 将哈希学习引入到分布式机器学习

算法 , 并验证哈希学习在减小通信开销方面的有效

性, 也是非常有意义的研究方向.  
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Learning to hash for big data: Current status and future trends 
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With the rapid development of information technology, explosion of data has occurred in most areas, which means that we have 
entered the era of big data. Big data has become one of the most important national strategic resources owing to its wide application in 
a large variety of areas. As a result, research in both academia and industry has focused greatly on big data processing, including 
storage, management, and analysis. Because the ultimate goal of big data processing is to mine value from big data, in which machine 
learning plays a key role, big data machine learning (BDML) has become one of the core directions for big data research. By 
representing the data as binary code, learning to hash (LH) can dramatically reduce the storage and communication cost, thereby 
improving the efficiency and scalability of BDML systems. Furthermore, LH can also alleviate the curse of dimensionality in BDML 
systems. Hence, LH has become a hot research topic in machine learning and BDML. This paper gives a brief introduction to LH. 
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